Centralny Dom
Technologii
Teachable Machine — Trenuj i poprawiaj model Al

Warsztat ma na celu zapoznanie uczestnikow z narzedziem Teachable Machine oraz z podstawowymi zasadami uczenia
maszynowego. Uczestnicy samodzielnie tworzg model rozpoznajacy obrazy, testujg go w praktyce, a nastepnie - co stanowi
sedno warsztatu - swiadomie poprawiaja, identyfikujgc typowe btedy w danych treningowych. Celem warsztatu jest nie
tylko poznanie sposobow dziatania i trenowania sztucznej inteligencji, ale rowniez uwrazliwienie uczestnikow na btedy, jakie
Al popetnia, gdy dane treningowe sg niewystarczajace lub stronnicze. Zdobyta wiedza o jakosci danych jest jednoczesnie
bezposrednig podstawa kryteriow oceny modeli w Etapie | Konkursu sciezki Al

Czas i odbiorcy:

Czas trwania: 90 min.
Grupa wiekowa: od 14 do 19 lat

Cele:

Cele ogdlne:
e Poznanie zasad dziatania uczenia maszynowego i metod trenowania Al.
o Ksztattowanie umigjetnosci postugiwania sie narzedziem Teachable Machine.
e Budowanie swiadomosci btedow towarzyszacych trenowaniu i dziataniu sztucznej inteligencji.
e Przygotowanie uczestnikow do zadania konkursowego w sciezce Al.

Cele szczegobtowe:
e Samodzielne stworzenie modelu klasyfikacji obrazow w Teachable Machine.
e Zidentyfikowanie co najmniegj kilku typowych btedow w danych treningowych.
e Zastosowanie konkretnych poprawek i zaobserwowanie ich wptywu na jakos¢ modelu.
e  Omowienie gtosnych wpadek Al z mediow i powigzanie ich z poznanymi btedami.
e Zrozumienie, w jaki sposob btedy w danych treningowych przektadaja sie na realne konsekwencje.
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Potrzebne materiaty:

Komputery z kamera i dostepem do Internetu, kartki papieru A4, dtugopisy.

Przygotowanie dla trenera:

Zapoznaj sie z narzedziem Teachable Machine, wchodzac na strone teachablemachine withgoogle.com. Przejdz
samodzielnie caty proces: wybierz Image Project, zbierz kilkadziesiat zdje¢ dwoch klas (np. Rozpoznawanie gestow papier,
kamien, norzyce.), wytrenuj model i przetestuj go na zywo. Upewnij sie, ze kamery w komputerach uczestnikow dziatajg
przed warsztatem - Teachable Machine korzysta z kamery i bez niej cwiczenie nie jest utrudnione (nalezatoby wczesnie)
przygotowac pakiety zdjec, a nastepnie je zaimportowac. Przygotuj dwa wyrazne rekwizyty widoczne na tle sali - np.
pomarancza i banan, lub dowolne dwa wyraznie rézne przedmioty. Warto miec¢ dostep do co najmniej dwoch roznych tet:
np. biata kartka i ciemna kurtka potozona na biurku - przyda sie do demonstracji btedu nr 3. Zapoznaj sie z opisanymi ponizej
case'ami z mediow i przygotuj je do wyswietlenia lub wydruku. Przygotuj tez dotgczona prezentacje btedoéw w danych
treningowych i sposobow ich poprawy — postuzg one do szybkiego przegladu btedow w bloku ,Teoria btedow”, a uczestnicy
beda mogli z nich korzystac takze pozniej, np. podczas pracy nad zadaniem konkursowym (nauczyciel moze im taka
prezentacje przestac po warsztacie).

ETAPY REALIZACJI:

Czas Opis ¢wiczenia Potrzebne materiaty / uwagi

10 min . . .
Wprowadzenie - czym jest uczenie maszynowe? , ,
teachablemachine.withgoogle.com

Przywitaj uczestnikow na warsztatach. Zapytaj, czy byli juz na
jakichs warsztatach w CDT (jesli tak, to jakich) i czy wiedzg, na
Jjakie warsztaty przyszli dzisiaj. Powiedz, ze dzisiaj sami
wytrenujemy modele i - co najwazniejsze, bedziemy je
Swiadomie poprawiac. Wyttumacz, ze te warsztaty sg
elementem nowej sciezki Al, zakonczonej ogolnopolskim
konkursem, ktorego celem jest stworzenie prototypu robota ze
sztuczng inteligencja.

Komputer z rzutnikiem lub tablica
multimedialna
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Ustal z uczestnikami zasady towarzyszace nam podczas

dzisiejszego warsztatu, miedzy innymi:

- zasada 3+10 (Czasem poprosze Was o 3 minuty petnego
Skupienia. Jest to dla mnie wazne, poniewaz przez ten czas
bede ttumaczyc Wam kolejne zadania lub sposob wykonania
kolejnego cwiczenia. Jesli przez te 3 minuty nie bede miec
Waszej uwagi, to potem nie bedziecie wiedzieli co i jak robic.
Jest to wazne, bo po trzech minutach dla mnie jest 10, 15, a
czasem nawet 20 minut dla Was na samodzielng prace. Musze
miec zatem Waszq uwage przez 3 minuty, zebyscie potem
mogli bez problemu pracowac przez 20.)

- zasada pauzy (zatrzymywanie pracy i przymykanie klap
komputerow)

- zasada dobrej wspotpracy (nie krytykujemy, nie
wysmiewamy, pomagamy sobie wzajemnie i dzielimy sie
praca)

Nastepnie przeprowadz krotkie wprowadzenie do tematu.

Zadaj grupie pytania i wystuchaj odpowiedzi:

- Skad Spotify wie, jakiej muzyki lubisz stuchac?

- Skad kamera w telefonie wie, ze na zdjeciu jest twarz?

- Skad ChatGPT umie pisac po polsku?

- Skad system w sklepie wie, ze interesujg Cie wtasnie te buty,
a nie tamte?

Docen odpowiedzi bliskie tematowi i naprowadz na pojecie
danych treningowych. Powiedz: Wszystkie te systemy dziatajq
dlatego, ze Rtos pokazat im ogromnaq liczbe przyktadow. Spotify
analizowato miliony piosenek stuchanych przez miliony ludzi.
Rozpoznawanie twarzy byto trenowane na setkach milionow
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zdjec. ChatGPT przetworzyt prawie caty Internet, Al nie mysl,
szuka wzorcow w danych. Im lepsze dane, tym lepszy model. |
odwrotnie, im gorsze dane, tym wiekszy problem. Dzisiaj bedziecie
to mogli zobaczyc na wtasne oczy: wytrenujecie swoj model,
przetestujecie go i bedziecie go poprawiac.

Pokaz na rzutniku ekran strone Teachable Machine. Wyjasnij
krotko trzy dostepne tryby: Image (obraz z kamery), audio
(dzwiek z mikrofonu), pozycja (uktad ciata, wzajemna pozycja
punktow w przestrzeni). Zaznacz, ze dzis pracujemy wytacznie z
trybem Image. Powiedz, ze Teachable Machine to narzedzie
Google, ktore pozwala wytrenowac wtasny model klasyfikacji
obrazow bezposrednio w przegladarce, bez pisania kodu.
Wyszkolony model mozna potem wyeksportowac i uzywac np.
do sterowania robotem lub w aplikacji internetowej.

15 min

Pierwsze podejscie - tworzenie wtasnego modelu

Popros uczestnikow o otwarcie strony Teachable Machine w
przegladarce. Pokazuj kolejne kroki na rzutniku, a uczestnicy
wykonujg je rownoczesnie na swoich komputerach:

- Krok 1: kliknij Get Started, nastepnie Image Project, nastepnie
Standard image model.

- Krok 2: domyslnie sg dwie klasy: Class 11 Class 2. Zmien ich
nazwy na nazwy wybranych obiektow, np. Banan i
Pomarancza, albo dtugopis i linijjka. Nazwe zmienia sie klikajac
otowek obok nazwy klasy.

- Krok 3: kliknij Webcam przy pierwszej klasie. Przytrzymaj
przycisk Hold to Record (przytrzymayj, aby nagrac) - TM
automatycznie robi serie zdjec co kilka klatek. Zbierajcie

Komputery z kamera
Rekwizyty uczniow (owoce, okulary itp.)

Jesli kamera nie dziata: sprawdz
uprawnienia w ustawieniach przegladarki
(ikona kamery w pasku adresu).

teachablemachine.withgoogle.com

Uwaga: do korzystania z teachablemachine
potrzebny jest komputer z kamerka. Strona ta
nie dziata na urzadzeniach mobilnych. Na
czesci urzadzen mobilnych mozliwe jest
uruchomienie starej wersji teachable machine:
https:/ /teachablemachine.withgoogle.com/v1
jednak moze by¢ ona wolha i niestabilnha.
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zdjecia obiektu, poruszajgc nim powoli przed kamera. Cel:
okoto 50-60 zdjec na klase. Powtorz dla wszystkich klas.

- Krok 4: po zebraniu zdjec dla wszystkich klas kliknij Train
Model i poczekaj na zakonczenie treningu (pasek postepu w
panelu srodkowym).

- Krok 5: panel Preview (podglagd) po prawej stronie pokazuje na
zywo, jakie klasy rozpoznaje kamera, z procentowym
wskaznikiem pewnosci. Przetestujcie model, pokazujac przed
kamerg rozne obiekty.

Kazda para lub trojka wybiera jeden z ponizszych zestawow do

rozrozniania. Wazne: obiekty muszg byc¢ fizycznie dostepne przy

komputerze.

- dtugopis vs linijka

- pomarancza vs banan (lub inny owoc dostepny w sali)

- twarz z okularami vs twarz bez okularow

- wtasny pomyst — musi by¢ fizycznie dostepny przy
komputerze

Daj grupom 12-13 minut na zebranie zdjec i trening. Chodzac po
sali, sprawdzaj czy wszystkie grupy zebraty wystarczajaca
liczbe zdjec i czy trening zakonczyt sie poprawnie. Zwroc
uwage na grupy, ktore zebraty mniej niz 30 zdjec¢ na klase -
popros je o uzupetnienie.

Wazne: nie zamyRac karty przeglqdarki podczas treningu -
model trenuje lokalnie w przeglqdarce i utrata strony oznacza
Roniecznosc zaczecia od nowa.
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Po zakonczeniu treningu przez wszystkie grupy nie organizuj
Jeszcze swobodnego testowania - przejdzcie od razu do
kolejnego, ustrukturyzowanego ¢wiczenia ,Testerzy Al".

10 min

Testerzy Al

Popros kazda grupe, aby w jednym zdaniu powiedziata, co
rozpoznaje jej model (np. ,Nasz model rozpoznaje banana i
pomarancze"). Wszyscy uwaznie stuchajg i zapamietuja, bo
bedzie to miato znaczenie w kolejnym zadaniu. Nastepnie
zdecyduj, w jaki sposob grupy sie wymienia, dobierz je w pary
albo popros, aby wszystkie grupy jednoczesnie ,rotowaty”
zgodnie z ruchem wskazowek zegara do stanowiska
(komputera) sasiedniej grupy.

Na nowym stanowisku kazda grupa testuje model inngj grupy,
pokazuje mu obiekty, sprawdza rozne utozenia, odlegtoscii tta, i
zapisuje na kartce liste zaobserwowanych ,btedow”, czyli
sytuacji, w ktorych model sie mylit. Podkresl, aby grupy pisaty
czytelnie. Grupy zostaja przy testowanym modelu - nie wracaja
jeszcze do swoich komputerow, bo lista btedow postuzy za
chwile do wspolnej dyskusiji.

Kartki papieru A4, dtugopisy

10 min

Test i wspolna obserwacja btedow

Grupy zostajg na stanowisku, przy ktorym witasnie testowaty

model inngj grupy, nie wracaja jeszcze do swoich komputerow.

Zatrzymaj grupe i przeprowadz krotkg dyskusje na podstawie

tego, co zaobserwowali podczas testowania (odnosnie modelu

innej grupy). Zadaj pytania i zbieraj odpowiedzi na tablicy:

- Czy testowany przez Was model sie mylit? Co wtedy byto
inne niz w bazie zdjec?

Tablica lub kartka do zapisywania
obserwacji grupy
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- Czy model dziatat tak samo przy testowaniu przez inne
osoby?

- Czy model dziatat, gdy schowaliscie obiekt i pokazaliscie
samo tto?

- Co byscie zmienili w zebranych danych, gdybyscie mieli cos
rekomendowac drugiej druzynie?

Zbieraj odpowiedzi na tablicy lub kartce. Szukaj wsrod nich
sformutowan zwigzanych z:

- ttem na zdjeciach (inny kolor sciany, inne migjsce)

- oswietleniem lub porg dnia

- roznymi osobami lub roznymi rekami

- katem fotografowania lub odlegtosciag od kamery

- modelem, ktory ,widzi* obiekt nawet gdy go nie ma

Nie oceniaj jeszcze ani nie podpowiadaj nazw btedow - chodzi
o to, zeby uczestnicy sami sformutowali problemy. Gdy lista
obserwacji jest gotowa, powiedz: Swietnie. Te obserwacje to
wtasnie podstawa tego, o czym bedziemy rozmawiac w nastepnej
czesci lekgji. Zobaczycie zaraz, ze te problemy majq nazwy i ze
mayjq je wszystkie systemy Al na swiecie, nie tylko wasze modele,
Doktadnie te same btedy pojawiajq sie w systemach
rozpoznawania twarzy uzywanych przez policje, w diagnostyce
medycznej i w samochodach autonomicznych.

Dopiero teraz kazda grupa pozostawia kartke z listg btedow na
stanowisku grupy, ktorej model testowata, i wraca na swoje
stanowisko. Tam, w kolejnym c¢wiczeniu, poprawi wtasny model
na podstawie listy pozostawionej przez inng grupe. Kazda grupa
powinna stworzyc swoj model, przetestowac model inngj
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grupy, dac informacje zwrotng innegj grupie odnosnie jej modelu
(pozostawiona kartka) oraz otrzymac informacje zwrotng po
powrocie na swoje stanowisko (znhaleziona przy stanowisku
kartka).

30 min

Teoria btedow w danych treningowych i poprawa modelu

Powiedz: Teraz przez okoto 15 minut przejdziemy szybko przez
najczestsze btedy, ktore psujq modele Al, do kazdego pokaze
Rrotki przyktad lub demonstracje. Potem dostaniecie 15 minut na
poprawienie wtasnego modelu na podstawie tego, czeqgo sie
dowiecie, i listy btedow, ktorq przyniesiecie od innej grupy.
Sprawdzamy razem, czy poprawka pomogta.

Ten blok ma wiec dwie wyrazne czesci: najpierw (ok. 15 min)
prezentacja dziewieciu btedow w oparciu o przygotowana
wczesniej prezentacje lub karty (patrz: Przygotowanie dla
trenera), bez przerywania na poprawki po kazdym btedzie.
Nastepnie (ok. 15 min) wspolny czas na poprawki: uczestnicy
wracajg do swoich modeli i stosuja wybrane poprawki naraz,
korzystajac tez z listy btedow otrzymanej od innej grupy w
¢wiczeniu ,Testerzy Al'. Czesc poprawek warto potaczyc w
jednym podejsciu do fotografowania - np. rézne osoby
trzymajace obiekt i rozne odlegtosci od kamery mozna
uzupetnic w tej samej serii zdjec, co realnie skraca czas
potrzebny na poprawki.

Btad 1: Za mato danych, zbyt maty zbiér treningowy

Zapytaj grupe: lle zdjec zebraliscie na dang klase? Wystuchaj
odpowiedzi. Nastepnie wyttumacz:

Model uczy sie statystyki - szuka powtarzajqgcych sie wzorcow.
Jesli widzi tylko Rilkanascie przyktadow jednej kRlasy, nie uczy sie

Rekwizyty do demonstracji
Rozne tta (biata kartka, ciemna kurtka)
Prezentacja btedow (patrz:
Przygotowanie dla trenera)

‘Bloki mozna skrocic do 4-5 btedow jesli
brakuje czasu. Btedy 1-4 sq hajwaznigjsze.
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cechy ogolnej, dostownie zapamietuje te kRilkanascie zdjec. Na
nowych przyktadach, kRtorych nie widziat podczas treningu, po
prostu zgaduje. Im wiecej zdjec, tym bardziej ogolne i trafne sg
wzorce, kRtorych model sie nauczyt. Minimum to okoto 40-50 zdjec
na klase, ale naprawde dobrze jest miec ich Rilka razy wiecej.
Demo (opcjonalne): jesli jest czas, wytrenuj pokazowy model z 5
zdjeciami per klasa i pokaz wyniki na rzutniku. Nastepnie z 60
zdjeciami, porownajcie procent pewnosci i stabilnosc
wskazania.

Popros grupy, ktore zebraty mniej niz 40 zdjec na klase, by
zapamietaty to na czas wspolnego bloku poprawek (15 min na
koncu tego bloku, patrz wyze)).

Btad 2: Brak klasy neutralnej

Zapytaj grupe: Co sie dzigje z waszym modelem, gdy odsuniesz
obiekt od kamery - albo schowasz go za plecami? Daj chwile
na sprawdzenie. Wystuchaj obserwacji. Nastepnie wyttumacz:
Klasyfikrator musi przypisac kRazde wejscie do jednej z klas, to jest
Jego jedyna opcja. Jesli nie ma przed kamerq ani banana, ani
pomaranczy, model i tak wybierze jednq z dwoch Rlas, bo nie ma
innej mozliwosci. Bez klasy neutralnej model stale widzi jakis
obiekt, nawet gdy go nie ma. To jest powazny problem w
prawdziwych zastosowaniach - wyobrazcie sobie system
bezpieczenstwa, kRtory caty czas wykrywa zagrozenie, nawet gdy
nikogo nie ma w pomieszczeniu.

Demo:. odsun obiekt od kamery — model pokazuje pewnosc¢ 60—
70% dla jednej z klas. Pokaz to na rzutniku, zeby cata grupa
zobaczyta ten efekt.

Popros grupy o dodanie klasy o hazwie Nic lub Neutral. W tej
klasie nalezy zebrac okoto 40 zdje¢ samego tta - bez zadnego
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obiektu, tylko sam stolik, sciana lub to, co jest za uczestnikami.
Klase te dodadza i wytrenujg model ponownie podczas
wspolnego bloku poprawek (15 min na koncu tej czesci).

Btad 3: Monotonne tto- model uczy sie otoczenia, nie obiektu
Wyttumacz: Al analizuje caty obraz, nie tylko obiekt, ktory chcemy
rozpoznac. Jesli wszystkie zdjecia banana zbieraliscie przy tym
samym oknie lub przy tej samej scianie, model mogt nauczyc sie,
ze Rlasa Banan to tak naprawde to konkretne okno lub kolor
sciany w tle. Po przeniesieniu banana na inne miejsce model
przestaje go rozpoznawac - bo nauczyt sie tta, nie banana.
Demo: popros jedng grupe, zeby sprobowata rozpoznac swoj
obiekt na tle zupetnie innym niz podczas treningu - np. potozyta
go na ciemnej kurtce zamiast na jasnym biurku. Pokaz efekt na
rzutniku.

Wspomnij juz teraz o stynnym przyktadzie z mediow, ktory
omowimy szczegotowo za chwile: doktadnie ten sam problem
dotknat projekt Al, ktora miata odrozniac wilki od psow rasy
husRy. Model dziatat swietnie - dopoki ktos nie sprawdzit
dlaczego. Zdjecia wilkow byty prawie zawsze robione w sniegu, a
zdjecia husky'ow - na tgkach. Model nauczyt sie rozpoznawac
snieg, nie psy.

Poprawka: zbierajcie zdjecia w co najmnigj trzech roznych
miejscach lub przy roznym oswietleniu. Te poprawke
zastosujecie razem z innymi w 15-minutowym bloku poprawek
na koncu tej czesci.

Btad 4: Jeden kat i jedna odlegtosc fotografowania
Zapytaj: Co sie dzieje, gdy obrdcicie banana o 90 stopni? A gdy
odsuniecie go dalej od kamery? Daj chwile na sprawdzenie.
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Nastepnie wyttumacz: Model wytrenowany wytqgcznie na
zdjeciach banana fotografowanego z boku nie rozpozna banana
trzymanego pionowo ani banana z odlegtosci pot metra. Al uczy
sie cech charakterystycznych dla konkretnego kata i odlegtosci,
nie ogolnej formy obiektu. Wyobrazcie sobie system rozpoznajqcy
twarze, ktory byt trenowany wytqgcznie na zdjeciach patrzqcych
prosto w kRamere - nie rozpozna twarzy odwroconej o 30 stopni
ani twarzy z profilu.

Poprawka: fotografujcie obiekt ze wszystkich stron, z bliska i z
daleka, pod roznymi katami. Te serie zdje¢ mozecie potaczyc z
poprawkg dotyczaca roznych osob (Btad 5) - fotografujcie z
roznych katow i odlegtosci od razu z udziatem kilku 0sob z
grupy. Wszystko w jednym 15-minutowym bloku poprawek na
koncu tej czesci.

Btad 5: Brak roznorodnosci osob (dotyczy modeli
rozpoznajacych ludzi)

Zapytaj grupe: Czy model jednej osoby dziatat tak samo na rece
innej osoby? Wystuchaj odpowiedzi. Nastepnie wyttumacz: Jesli
model byt trenowany na zdjeciach rgk tylko jednej osoby - o
konkretnej karnacji, rozmiarze dtoni, z okreslonym manicure -
model moze stabo dziatac na rekach innych uczestnikow. Nie
dlatego, ze jest zepsuty, ale dlatego, ze nigdy nie widziat innych
przyktadow. Ten sam problem w znacznie wiekszej skali dotkngt
kromercyjne systemy rozpoznawania twarzy: badania MIT z 2018
rokRu wykrazaty, ze wskaznik btedow dla ciemnoskorych kobiet byt
kilkadziesigt razy wyzszy niz dla jasnoskorych mezczyzn,
poniewaz dane treningowe byty zdominowane przez te drugq
grupe. Doprowadzito to do Rilku udokumentowanych przypadkow
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aresztowania niewinnych osob w USA na podstawie btednej
identyfikacji Al.

Poprawka: jesli model dotyczy ludzi, zbieraj dane od réznych
0soOb z grupy. Potagczcie to z fotografowaniem pod réznymi
katami i odlegtosciami (Btad 4) - jedna seria zdjec z udziatem
kilku osob zatatwi od razu dwie poprawki. Czas na to znajdzie
sie we wspolnym 15-minutowym bloku poprawek.

Btad 6: Fatszywa korelacja - model uczy sie kontekstu, nie
przyczyny

Wyttumacz: Al szuka wzorcow statystycznych w catym obrazie.
Moze przypadkowo nauczyc sie rozpoznawac element, ktory stale
towarzyszyt obiektowi podczas zbierania danych, zamiast
samego obiektu. Klasyczny przyktad: Al do wykrywania czerniaka
Skory nauczyta sie, ze obecnosc linijki na zdjeciu kRoreluje z
niebezpieczng zmianqg skornqg. Lekarze uzywali linjjki do
pokazania skali tylko przy podejrzanych, powaznych zmianach,
zwykte, niegrozne zmiany nie miaty linijjki na zdjeciu. Model
nauczyt sie: linjjka na zdjeciu = niebezpieczna zmiana, choc
oczywiscie linijka nie ma nic wspolnego z chorobaq.

Zapytaj grupe: Sprawdzcie - czy wasz model rozpoznaje wasz
obiekt, czy moze cos innego, co jest stale widoczne na waszych
zdjeciach? Sprobujcie trzymac obiekt na innym tle niz podczas
treningu.

Poprawka: upewnij sie, ze w tle zdjec¢ nie ma statego elementu.
Zmieniaj tto, oswietlenie, ubranie - a nastepnie sprawdz, czy
model nadal dziata.
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Btad 7: Zbyt podobne klasy wizualnie

Wyttumacz: Jesli klasy sq bardzo do siebie podobne wizualnie -
na przyktad gest dwoch palcow w gore i trzech palcow w gore -
model potrzebuje duzo wiecej przyktadow i duzo wiekszego
zroznicowania, zeby wychwycic roznice. Przy matej liczbie zdjec i
podobnych kRlasach model bedzie sie mylit bardzo czesto, nie
dlatego, ze jest zepsuty, ale dlatego, ze zadanie jest po prostu
trudne. Al nie wie, ze dla nas roznica miedzy dwoma a trzema
palcami jest oczywista - ona musi sie tego nauczyc z danych, a to
wymaga setek starannie zebranych przyktadow.

Zapytaj grupe: Jak wizualnie rozne sg wasze klasy? Czy sa to
rzeczy bardzo roznigce sie ksztattem i kolorem, czy podobne?
WYysluchaj odpowiedzi.

Poprawka: zacznij od klas wyraznie roznych wizualnie. Gdy
model dziata stabilnie, mozesz go stopniowo komplikowac,
dodajac trudniejsze klasy.

Btad 8: Nieznany obiekt (brak obstugi ,czegos nowego”)
Zapytaj grupe: Co robi wasz model, gdy pokazecie mu cos
zupetnie nowego - cos, czego nie ma w zadnej klasie? Daj
chwile na sprawdzenie. Wystuchaj odpowiedzi. Nastepnie
wyttumacz:

Klasyfikator nie ,wie", ze czegos nie wie. Jesli pojawi sie nowy
obiekt, ktérego model nigdy nie widziat i ktory nie nalezy ani do
klasy neutralnej, ani do zadnej z wytrenowanych klas, model i
tak przypisze go do jednej z istniejacych kategorii. Dzieje sie tak
dlatego, ze jego zadaniem jest zawsze wybrac jedng z
dostepnych opcji - nawet jesli zadna nie pasuje.

To jest niebezpieczne w realnych zastosowaniach. Wyobrazcie
sobie robota, ktory zna tylko dwa znaki drogowe - kazdy nowy
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znak zostanie przez niego btednie zinterpretowany jako jeden z
tych dwaoch.

Demo: pokaz modelowi dowolny nowy obiekt (np. kubek, jesli
trenowano na owocach). Zobaczcie, do ktorej klasy zostanie
przypisany i z jaka pewnoscia. Pokaz to na rzutniku.

Btad 9: Niespodziewana cecha deskryptywna (model uczy sie
jednej dominujacej cechy)
Wyttumacz: Model czasami nie uczy sie tego, co myslimy, ze
sie uczy. Zamiast rozpoznawac caty obiekt, moze
,zdecydowac”, ze najtatwiejsza cecha do odrozniania klas jest
Jjedna dominujgca witasciwosc — np. kolor, jasnosc, albo ksztatt
fragmentu obrazu.
Problem polega na tym, ze ta cecha moze wystepowac takze w
innych sytuacjach. Wtedy model zaczyna popetniac
systematyczne btedy.
Przyktad: model miat rozpoznawac trzy znaki drogowe, ale
zauwazyt, ze czerwony kolor czesto pojawia sie w jednym z
nich. Zamiast nauczyc sie ksztattu znaku, nauczyt sie koloru.
Efekt:

e robot zatrzymuje sie przed kazdym czerwonym obiektem

(np. kubkiem),
e skreca przy kazdym niebieskim obiekcie, nawet jesli to
nie jest znak drogowy.

Zapytaj grupe: Czy wasz model reaguje czasem na cos, Co hie
jest waszym obiektem - ale ma jakas podobng ceche (np.
kolor)? Daj chwile na sprawdzenie.
Demo: pokaz modelowi obiekt o podobnym kolorze, ale
zupetnie innym ksztatcie. Zobaczcie, czy model sie ,nabierze”.
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Daj grupom 15 minut na poprawienie swoich modeli.

Po omowieniu i poprawieniu wszystkich btedow zapytaj catg
grupe: Ktory z tych btedow byt w waszym modelu? Czy
poprawka pomogta? Wystuchaj krotkich odpowiedzi od kazdej
grupy i ocen, ktore grupy osiggnety najwieksza poprawe po
zastosowaniu korekty.

10 min

Case'y z medidéw - ktory btad tu wystapit?

Powiedz: Te btedy, o ktorych rozmawialismy, nie sq wymystem -
zdarzaty sie i zdarzajq naprawde w prawdziwych systemach Al
uzywanych przez miliony ludzi. Teraz przejdziemy przez Rilka
gtosnych przyktadow z mediow. Waszym zadaniem jest
odpowiedziec: Rtory z siedmiu opisanych btedow doprowadzit do
tej wpadki? | co nalezato zrobic inaczej podczas zbierania
danych?

Case 1: Wilk czy husky?

Opowiedz: Pewien projekt naukowy miat na celu stworzenie
modelu Al rozrozniajgcego wilki od psow rasy husRky. Model
dziatat swietnie podczas testow — az kRtos sprawdzit dlaczego tak
dobrze sobie radzi. Okazato sie, ze zdjecia wilkow byty prawie
zawsze robione w sniegu lub na tle zimowego lasu, a zdjecia
husky'ow - na tqkach i trawiastym tle. Model nauczyt sie
rozpoznawac snieq i zielonq trawe, nie psy. Po tym jak do bazy
dodano zimowe zdjecia huskyow i letnie zdjecia wilkow,
skutecznosc modelu drastycznie spadta - okazato sie, ze
naprawde nie wiedziat, jak odroznic te dwa gatunki, bo nigdy tego
nie uczyt sie z odpowiednich danych.

Wyborcza Biz = wilk vs husky

Wikipedia - Tay (bot)

MIT - bias w systemach Al

Linijka i czerniak (anq.)

‘Mozna skrocic do 2-3 case'ow jesli
brakuje czasu.

W standardowym wariancie (10 min)
omow Case 1-3. Case 4 (TAY) potraktuj
Jjako bonus, jesli zostanie czas.
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Zapytaj grupe: Ktory btad z naszej listy tu wystgpit? Wystuchaj
odpowiedzi - szukaj: btad 3 (monotonne tto) i btad 6 (fatszywa
korelacja). Co nalezato zrobic inaczej?

Case 2: Rozpoznawanie twarzy i btedne aresztowania
Opowiedz: Komercyjne systemy rozpoznawania twarzy uzywane
przez policje w USA i w innych kRrajach miaty dramatycznie wyzszy
wskaznik btedow dla ciemnoskorych 0sob, szczegolnie kobiet.
Badania MIT z 2018 roku wykazaty, ze najgorsze systemy mylity
sie w przypadku ciemnoskorych kobiet w 34% przypadkow, a dla
Jjasnoskorych mezczyzn wskaznik btedow wynosit ponizej 1. W
USA odnotowano Rilka udokumentowanych przypadkow
aresztowania niewinnych osob na podstawie btednej identyfikacji
Al. W jednym z nich mezczyzna spedzit Rilka dni w areszcie, zanim
btedne wskazanie zostato zweryfirowane przez policjantow.
Zapytaj grupe: Ktory btad z naszej listy? Wystuchaj odpowiedzi
- szukaj: btad 5 (brak roznorodnosci demograficznej). Podkresl,
ze konsekwencje tego btedu byty bardzo powazne dla realnych
ludzi.

Case 3: Linijka i czerniak

Opowiedz: Badacze pracowali nad Al majgcq wspomagac
lekarzy w diagnozowaniu czerniaka skory na podstawie zdjec
zmian skornych. Model osiggat imponujgce wyniki podczas
testow. Az ktos zauwazyt, ze model podejrzanie czesto jako
niebezpiecznq oznaczat zmiane, gdy na zdjeciu widoczna byta
linjka. Okazato sie, ze lekarze uzywali linijki do pokazania skali i
rozmiaru zmiany wytqgcznie przy zmianach podejrzanych - tych,
ktore warte byty sfotografowania i opisania. Zwykte, niegrozne
zmiany nie miaty linijki na zdjeciu. Model nauczyt sie: linijka na
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zdjeciu = niebezpieczna zmiana, choc oczywiscie linijka nie ma nic
wspolnego z chorobq.

Zapytaj grupe: Ktory btad z naszej listy? Wystuchaj odpowiedzi
- szukaj: btad 6 (fatszywa korelacja).

Case 4: Bot TAY - uczenie sie od uzytkownikow bez kontroli
Opowiedz: W 2016 roku Microsoft wypuscit na Twitterze chatbota
o imieniu TAY. Bot miat uczyc sie rozmawiania z uzytkownikami i
stawac sie coraz lepszy dzieki interakcjom. W ciggu 24 godzin
uzytkownicy Twittera celowo trenowali bota, odpowiadajgc mu w
sposob, ktory chcieli by nasladowat - i tak TAY zaczgt generowac
rasistowskie i obrazliwe tresci. Microsoft wytqczyt bota po niecatej
dobie. Projekt byt wielkq wpadkqg wizerunkowq i zostat szeroko
omowiony w mediach na catym swiecie.

Zapytaj grupe: Ktory btad z naszej listy? Wystuchaj odpowiedzi
- szukaj: brak kontroli jakosci danych treningowych, brak
filtrowania wejsc. Podkresl, ze to przyktad tego, gdy dane sa
zbierane bez nadzoru - model uczy sie wszystkiego, w tym
rzeczy szkodliwych.

Mozesz przy tej okazji wprowadzi¢ pojecia uczenia
nadzorowanego i nienadzorowanego. Wasze modele w
Teachable Machine uczyty sie w sposob nadzorowany - wy
sami przypisywaliscie zdjecia do konkretnych, nazwanych klas
(np. ,banan”, ,pomarancza”), wiec model wiedziat, jaka jest
,poprawna odpowiedz" dla kazdego przyktadu. TAY uczyt sie w
sposob blizszy nienadzorowanemu — chtonagt rozmowy z
uzytkownikami bez zadnego nadzoru nad tym, co jest trescig
witasciwa, a co szkodliwg, dlatego nie miat szans odroznic
dobrego wzorca od ztego.
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Podsumuyj: Jak widzicie, te btedy nie sq problemem tylko waszych
szkolnych modeli - to sq te same btedy, ktore popetniajq wielkie
firmy technologiczne dysponujqgce ogromnymi zasobami. Roznica
Jest taka, ze tam konsekwencje sq duzo powaznigjsze niz to, ze Al
myli banana z pomaranczq. Wtasnie dlatego wiedza o jakosci
danych treningowych jest tak wazna.

*dodatkowe

Informacja o kryteriach oceny dla uczestnikéw Konkursu CDT
Warsztat prowadzony jest w ramach projektu konkursowego
CDT, poinformuj uczestnikow o tym, jak wiedza zdobyta dzis
przektada sie bezposrednio na kryteria oceny Etapu | Konkursu.
Powiedz: W Etapie | Konkursu CDT wasze zadanie polega na
nagraniu Rrotkiego filmu pokazujacego wytrenowany przez was
model Al. Jeden z Rryteriow oceny dotyczy wtasnie opisu procesu
trenowania modelu. Jurorzy beda sprawdzac, czy w filmie widac,
ze rozumiecie, jak dziatajq dane treningowe i jakie btedy mogq sie
w nich pojawiac. Nie musicie omawiac wszystrich siedmiu btedow
- ale im wiecej swiadomosci o jakosci danych wykazecie, tym
wyZzsza ocena.

Konkretnie jurorzy beda zwracac uwage na to, czy w filmie

widac:

- wystarczajgca liczbe danych treningowych (kilkadziesiat zdjec
na klase, nie kilka)

- klase neutralna, jesli jest to uzasadnione (model ma opcje ,nie
rozpoznaje nic")

- zroznicowanie tet, miejsc i oswietlenia podczas zbierania
danych

- rozne katy i odlegtosci fotografowania obiektu

- roznorodnosc 0sob w danych, jesli model dotyczy ludzi

‘Blok informacyjny - omowic ustnie lub
rozestac jako notatke po zajeciach.
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- Swiadomosc mozliwosci fatszywej korelagji i sprawdzenie, ze
model reaguje na sam obiekt, a nie na kontekst

- dokumentacje procesu iteracyjnego: dane — trening — test
— poprawa

Podkresl, ze film nie musi by¢ dtugim dokumentem -
najwazniejsze jest pokazanie, ze uczestnicy swiadomie i
metodycznie podeszli do tworzenia modelu, a nie tylko klikneli
Train i sprawdzili wynik.

5 min

Podsumowanie

Zapytaj uczestnikow, czego sie dzis dowiedzieli i nauczyli.
Przeprowadz krotkg runde zamykajaca: kazdy uczestnik podaje
jedna rzecz, ktora zapamieta z tego warsztatu. Zbieraj
odpowiedzi swobodnie, bez oceniania.

Podkresl: Uczenie maszynowe opiera sie na wzorcach w danych i
krazdy btgd w danych to potencjalny btad modelu. Wasz model
mylit sie nie dlatego, ze byt zepsuty, tylko dlatego, ze dane, na
Rtorych sie uczyt, nie byty wystarczajgco dobre. Tak samo jest z
wszystkimi systemami Al na swiecie. Roznica miedzy dobrym a
ztym systemem Al bardzo czesto lezy wtasnie w jakosci danych,
nie w skomplikowanym algorytmie. Dlatego kazda osoba, ktora
rozumie ten mechanizm - jak wy po dzisiejszych zajeciach - jest w
stanie ocenic i poprawic kRazdy system Al oparty na uczeniu
maszynowym.

Podziekuj za uczestnictwo w warsztacie, opowiedz o kolejnych
etapach sciezki Al i zachec do dalszego udziatu w projekcie i
konkursie.
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